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Ⅰ. 서론

시각지능 기술은 영상을 기계가 사람처럼 인식하

고 이해하는 것이 궁극적인 목표이다. 최근 인공지

능 기술의 급격한 발전으로 이러한 목표에 한층 더 

가까워진 것으로 생각되지만, 여전히 영상을 사람

처럼 매끄럽게 이해하는 것은 어려운 일이다. 특히, 

단순히 영상에서 나타나는 사람(Person)이나 사물

(Object)을 찾는 단계를 넘어, 영상에서 발생하는 사

건이나 상황을 파악하여 이를 상세히 설명하거나, 

상황을 면밀히 분석하여 의사결정 과정에 반영하거

나, 더 나아가 향후 발생할 일이 무엇인지 사전에 예

측하는 등 영상으로부터 고수준의 정보를 얻어 실

세계 문제에 활용하는 기술은 극히 한정된 분야를 

제외하고는 아직까지 발전이 요원한 상태이다. 

영상을 높은 수준에서 포괄적으로 이해하기 위

해서는 영상에서 의미 있는 정보가 무엇인지 알 수 

있어야 한다. 이를 위해서는 영상에 등장하는 사

비디오 시각적 관계 이해 기술 동향 
Trends in Video Visual Relationship Understanding 

권용진	 (Y.J. Kwon, scocso@etri.re.kr)	 시각지능연구실	선임연구원
김대회	 (D.H. Kim, dhkim19@etri.re.kr)	 시각지능연구실	선임연구원
김종희	 (J.H. Kim, jhkim27@etri.re.kr)	 시각지능연구실	선임연구원
오성찬	 (S.C. Oh, sungchan.oh@etri.re.kr)	 시각지능연구실	선임연구원
함제석	 (J.S. Ham, jsham@etri.re.kr)	 시각지능연구실	연구원
문진영	 (J.Y. Moon, jymoon@etri.re.kr)	 시각지능연구실	책임연구원

ABSTRACT

Visual relationship understanding in computer vision allows to recognize meaningful relationships between objects 
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the technology of visual relationship understanding, specifically focusing on videos. We first introduce visual 

relationship understanding concepts in videos and then explore the latest existing techniques. Next, we present 

benchmark datasets commonly used in video visual relationship understanding. Finally, we discuss future research 

directions in video visual relationship understanding.           
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람/사물 인식을 넘어, 인식된 사람/사물 간의 관

계나 상호작용을 인식하거나 행동/이벤트의 주체

와 대상을 파악하는 등 의미 있는 시각적 관계 정보

를 인식할 수 있어야 한다[1-3]. 본고에서는 이처

럼 영상에서 등장하는 사람/사물 간 의미 있는 관

계 정보를 인식하는 기술을 시각적 관계 이해(Visual 

Relationship Understanding) 기술로 지칭한다. 시각

적 관계 이해 기술을 이용하면 영상에서 단순한 인

식 정보를 넘어, 영상에 포함된 의미 있는 정보들을 

파악할 수 있기 때문에 시각적 관계 이해 기술은 행

동 인식(Action Recognition)[4], 영상 설명 생성(Image/

Video Captioning)[5-7], 시각적 질의응답(Visual Question

Answering)[8-10], 의미 기반 영상 검색(Semantic Image/

Video Retrieval)[1,11,12] 등 고수준의 복잡한 시각지

능 응용에서 중요한 기반 기술로 고려되고 있다.

이처럼 시각적 관계를 인식하기 위해서는 먼저 

영상에서 등장하는 객체를 찾고, 두 객체씩 하나의 

쌍으로 조합하여 두 객체가 어떤 관계를 갖는지 인

식해야 한다. 문제는 두 객체의 조합이 굉장히 다

양하게 나올 수 있으며, 동일한 객체 종류의 쌍이

라 할지라도 영상에서 나타난 형상(Appearance), 위

치(Location), 주변 상황(Context) 등에 따라 관계가 서

로 다르게 나타날 수 있다는 점이다. 또한, 두 객체 

간 관계가 복수 개가 나타날 수 있다는 것과 당연한

(Trivial) 관계 정보를 넘어 희소하면서도 중요한 의미

를 담는 관계 정보도 찾아야 하는 것도 중요한 문제

이다. 특히, 지금까지는 단일 이미지를 대상으로 한 

시각적 관계 이해 연구[13]가 집중적으로 수행되었

지만, 현업에서 필요로 하는 시각지능 응용은 비디

오를 대상으로 하는 경우가 많이 있기 때문에 비디

오 시각적 관계 이해 기술의 중요성은 더욱 크다고 

볼 수 있다.

본고에서는 비디오 시각적 관계 이해를 위한 최

신 기술 동향에 대해 알아본다. 먼저 Ⅱ장에서는 비

디오 시각적 관계 이해 기술의 정의와 특징을 살펴

본다. Ⅲ장에서는 비디오 시각적 관계 이해 기술의 

일반적인 접근 방법이 무엇인지 살펴보고, 각 접근 

방법에 따른 최신 기술 동향에 대해 알아본다. Ⅳ장

에서는 비디오 시각적 관계 이해 연구를 수행함에 

있어 모델 학습 및 성능 검증에 필요한 벤치마크 데

이터셋을 살펴본다. 마지막으로 Ⅴ장에서는 비디오 

시각적 관계 이해 기술 동향을 정리하고 향후 전망

을 소개한다.

Ⅱ. 비디오 시각적 관계 이해 기술 개요

비디오 시각적 관계 이해 기술은 비디오 안에 나

타나는 시각적 관계 정보를 찾는 것으로, 여기서 시

출처		Reproduced	from	[14].		

그림	1	 비디오	시각적	관계	이해	예시
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각적 관계는 그래프의 형식으로 표현한다. 그래프

의 노드(Node)는 비디오에 등장하는 객체(Instance)

와 두 객체의 시각적 관계(Visual Relationship)를 나타

내고, 그래프의 에지(Edge)는 해당 시각적 관계가 어

떤 객체와 연관되었는지 나타낸다. 일반적으로 각

각의 시각적 관계는 관계 트리플렛(Relation Triplet) 

<subject, predicate, object>의 형식으로 표시하기도 

한다. 그림 1은 비디오 시각적 관계 이해 기술의 예

시 그림이다. 

비디오 시각적 관계 이해 기술은 언뜻 보기에 이

미지에서의 시각적 관계 이해 기술[13]을 확장함으

로써 해결할 수 있을 것처럼 보인다. 하지만 이와 같

은 접근 방법은 비디오에서만 나타나는 시각적 관

계의 특징을 간과할 수 있어 해결 방안이 될 수 없

다[15]. 첫 번째로, 이미지와 달리 비디오는 행동

(Action)을 포함하거나 동적인 의미가 있는 시각적 

관계를 담을 수 있다[16]. 예를 들어, <dog, run past, 

person>이나 <dog, chase, frisbee> 등과 같은 시각적 

관계는 비디오에서만 얻을 수 있다. 이러한 시각적 

관계를 찾기 위해서는 비디오의 시공간 특징을 활용

할 수 있어야 한다. 두 번째로, 비디오에서의 시각적 

관계 정보는 시간이 지남에 따라 변할 수 있다[17]. 

특히, 같은 비디오 안에서 동일한 두 객체가 계속해

서 등장함에도 불구하고 두 객체 사이의 시각적 관

계는 시간이 지남에 따라 변할 수 있다. 예를 들어, 

그림 1에서 볼 수 있듯이 두 객체 “dog”와 “ball” 사이

의 관계가 시간이 지남에 따라 “chase”에서 “bite”로 

변하는 것을 확인할 수 있다.

Ⅲ. 비디오 시각적 관계 이해 기술 동향

비디오 시각적 관계 이해 기술은 크게 두 종류로 

생각할 수 있다. 첫 번째는 비디오 단위(Video-level)

의 시각적 관계 이해 기술로, 주어진 입력 비디오에 

대해 비디오 전체에서 등장하는 객체와 시간에 따

른 객체의 이동 경로를 구한 후 객체 간 관계를 찾

는 방법이다. 이 방법은 먼저 비디오를 여러 개의 작

은 세그먼트(Segment)로 분할한 후 세그먼트별로 객

체 탐지(Object Detection)와 추적(Object Tracking) 알

고리듬을 이용하여 세그먼트 내 객체의 이동 경로

(Object Tracklet Proposal)를 구한다. 그다음, 세그먼트

별로 두 개의 객체 쌍을 구성하여 두 객체가 어떠한 

시각적 관계를 갖는지를 파악한다. 이때, 세그먼트 

내 모든 객체 쌍을 고려할 수도 있고, 관련성이 높은 

객체 쌍을 따로 분류해내어 고려할 수도 있다. 마지

막으로 세그먼트별 시각적 관계 정보를 기반으로 동

일한 관계를 포함하는 인접한 두 세그먼트를 연결

(Association)하여 전체 비디오의 시각적 관계 이해 결

과를 도출해낸다.

두 번째는 프레임 단위(Frame-level)의 시각적 관계 

이해 기술로, 프레임별로 객체 간 관계를 찾은 후 시

간에 따른 프레임별 그래프를 연결하여 전체 비디오

의 시각적 관계를 찾는 방법이다. 이 방법은 먼저 비

디오의 프레임별로 객체를 탐지한 후 공간 맥락 정

보(Spatial Context)를 추출한다. 이렇게 구한 공간 맥

락 정보를 이용하여 프레임 간 시간 맥락 정보(Tem-

poral Context)를 계산한다. 이때, 일정 개수의 프레임 

간 시간 맥락 정보를 계산할 수도 있고, 현재 프레임

과 과거 프레임들 간의 시간 맥락 정보를 계산할 수

도 있다. 이렇게 구한 시공간 맥락 정보(Spatio-tem-

poral Context)는 연관된 객체 간 시각적 관계를 분류

하는 데 사용된다. 프레임 단위의 시각적 관계 이해 

기술은 공간상의 객체 간 연관 관계를 찾는 것뿐만 

아니라 서로 다른 프레임 간 연관 관계를 찾을 수 있

어야 하므로 많은 연구에서 트랜스포머(Transformer) 

모델[18]을 활용하는 경우가 많다.
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1.	비디오	단위의	시각적	관계	이해	기술

VidVRD[17]는 처음으로 비디오 단위의 시각적 

관계 이해 기술을 제안한 방법이다. 비디오를 30프

레임 단위의 작은 세그먼트로 나눈 후 세그먼트 내 

객체의 이동 경로(Tracklet Proposal)를 계산한다. 세

그먼트별로 두 개의 객체 쌍을 구성한 후 두 객체

의 특징 벡터를 합쳐 하나의 관계 특징 벡터(Relation 

Feature Vector)를 생성한다. VidVRD는 이렇게 구한 

관계 특징 벡터를 이용하여 하나의 관계 트리플렛 

<subject, predicate, object>의 subject, predicate, object

를 각각 분류해내는 3개의 분류기를 동시에 학습시

킨다. 마지막으로 세그먼트별로 구한 관계 트리플렛

들을 대상으로, 인접한 세그먼트 내 동일한 관계 트

리플렛 중 위치가 충분히 겹치는 트리플렛은 장시간

에 걸친 하나의 시각적 관계 트리플렛으로 합치는 

작업을 greedy algorithm으로 수행한다.

VidVRD 방법은 비디오가 갖는 많은 시공간 정

보를 효과적으로 활용했다고 보기 어렵다. 이러한 

점에서 비디오의 시공간 정보를 활용하기 위한 방

법들이 고안되었다. GSTEG[19]는 각 객체를 노드

로, 노드 간 통계적 관계를 에지로 표현하는 완전

히 연결된 시공간 그래프상의 Conditional Random 

Field(CRF)로 구성하여 객체 간 시공간적 관계를 포

착하고자 하였다. VRD-GCN[20]은 각 객체를 노드

로 하는 완전히 연결된 시공간 그래프를 구성하고, 

Graph Convolutaioal Network(GCN)[21]을 활용하

여 시각적 관계 정보를 찾고자 하였다. 여기에 더해 

VRD-GCN은 인접한 세그먼트 간 시각적 유사성과 

공간상의 위치 정보를 더 잘 반영하기 위한 Siamese 

Network[22] 기반 시각적 관계 정보 병합을 제안하

였다.

VidVRD 방법의 또 다른 문제점은 이미 설정된 

길이의 세그먼트 단위로 관계 트리플렛을 계산한다

는 점이다. 이로 인해 장시간에 걸쳐 나타나는 관계 

정보를 얻기 힘들고, 세그먼트별로 독립적으로 계

산을 수행하므로 인접한 세그먼트 안에 동일한 시

각적 관계 정보를 포함함에도 불구하고 중복해서 

계산을 수행한다는 상황이 발생하게 된다. 이러한 

문제를 해결하기 위해 PPN-STGCN[15]은 슬라이

딩 윈도우(Sliding Window) 방법을 이용하여 다양한 

크기의 객체의 부분 경로(Tracklet Proposal)를 생성한

다. 이를 통해 장시간에 걸친 시각적 관계 트리플

렛을 찾을 수 있고, 연속된 프레임에 보이는 동일

한 관계를 한 번에 찾게 되어 계산의 효율성을 높

일 수 있다. 

몇몇 연구에서는 비디오 시각적 관계 이해의 관

계 트리플렛 <subject, predicate, object>의 각 요소 

subject, predicate, object는 의미적으로 서로 긴밀하

게 연결되어 있는 점을 주목하였다. 이를 통해 시각

적 관계 이해 기술에서 각 요소를 인식하고자 할 때 

다른 요소의 정보를 같이 활용할 수 있다면 더 향

상된 결과를 얻을 수 있을 것으로 생각할 수 있다. 

3DRN[23]은 관계 트리플렛의 subject, object의 특징 

정보뿐만 아니라 각 객체의 클래스 정보, 상대적 위

치 정보를 반영할 수 있는 추가적인 branch를 구성하

여 predicate 인식에 활용하였다. VidVRD-II[24]는 

여러 가지의 이유로 subject, object를 제대로 인식하

지 못함에 따라 predicate 인식에도 영향을 주는 경

우를 고려하였다. 앞서 언급했듯이 관계 트리플렛

의 각 요소는 다른 요소와 긴밀하게 연결되어 있기 

때문에, 어느 한 요소가 시각적으로 불분명할지라

도 다른 두 요소를 통해 어느 정도 해당 요소가 무엇

을 의미하는지 한정할 수 있다는 점을 생각할 수 있

다. VidVRD-II는 시각적 관계 인식 과정을 다단계

로 구성하고 이전 단계의 각 요소의 인식 결과를 다

음 단계의 다른 요소 추론의 입력으로 넣어 각 요소

의 인식 결과를 점진적으로 개선하는 방법을 제안
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하여 시각적 관계 인식에 필요한 시공간 맥락 정보

를 계산한다. 마지막으로 프레임 단위의 시각적 관

계 이해 결과를 비디오 단위의 결과로 만들기 위해 

객체 추적 결과를 활용하여 동일한 시각적 관계들

을 합치는 간단한 작업을 수행한다.

STTran[29]은 기본적인 트랜스포머 모델을 기반

으로 시공간 맥락 정보를 반영하는 시각적 관계 이

해 기술이다. STTran은 비디오의 프레임별로 공간 

맥락 정보를 계산하는 spatial encoder와 이미 정의된 

개수의 여러 프레임 간의 시간 맥락 정보를 계산하

는 temporal decoder로 구성되어 있다. 먼저 프레임

별로 두 객체의 정보를 결합하여 하나의 관계 특징 

벡터(Relation Representation)를 구한 후 spatial encoder

의 입력으로 넣는다. 그 다음 공간 맥락 정보를 반

영하는 프레임별 특징 벡터를 일정 개수만큼 모아 

temporal decoder의 입력으로 넣는다. 이렇게 시간 

맥락 정보까지 반영하여 얻은 최종 특징 벡터는 시

각적 관계를 결정하는 분류기를 통해 어떤 관계인

지를 판별하게 된다. 이때, 두 객체 사이에 여러 개

의 시각적 관계가 나타날 수 있다는 점을 고려하여 

일정 임계치(Threshold)를 넘는 신뢰도(Confidence)를 

갖는 모든 시각적 관계를 출력으로 내놓는다. 

STTran 방법의 단점은 프레임 간 시간 맥락 정

보를 계산할 때 너무 짧은 구간만을 고려하기 때문

에 장기간에 걸친 시간 맥락 정보가 누락될 수 있다

는 점이다. 이를 해결하기 위해 장기간의 시간 맥

락 정보를 계산하기 위한 몇몇 연구가 진행되었다. 

Li 등[30]은 과거 프레임만으로 아직 관측하지 않

은 현재 프레임의 시각적 관계를 예측하는 사전 학

습(Pre-training) 단계, 현재 프레임을 관측한 후 현

재 프레임의 시각적 관계 결과를 조정하는 미세 조

정(Fine-tuning) 단계로 구분하여 시각적 관계 이해

를 수행하고자 하였다. 사전 학습 단계에서 과거 

프레임들 간의 장단기 시간 맥락 정보를 계산하기 

하였다. 

한편, 기존의 비디오 단위의 시각적 관계 이해 기

술들은 세그먼트별 객체 검출과 추적, 세그먼트별 

두 객체 간 관계 분석, 인접 세그먼트의 관계 정보 

연결 과정을 거치는 동일한 파이프라인을 적용하

여 구현되었다. 근래에는 이러한 틀을 벗어나 다른 

형태의 접근 방법을 제안한 연구들이 발표되었다. 

Social Fabric[25]은 비디오를 작은 단위의 세그먼트

로 나누는 대신, 전체 비디오에서 두 객체의 쌍이 관

계가 있을 구간을 먼저 선별한다. 먼저 비디오 전체 

구간에서 객체 검출과 추적을 수행하여 모든 객체

의 이동 경로를 구한 후 두 객체가 같이 등장하는 각 

프레임에 대해 두 객체가 서로 상호작용하는 관계 

형성 여부(Interactivityness)를 계산한다. 그다음 관계 

형성 가능성이 높은 구간에 대해 객체 간 어떤 시각

적 관계가 있는지를 파악하여 관계 트리플렛을 얻

을 수 있다. BIG[26]은 기존의 방법과 반대로, 전체 

비디오에서 등장하는 관계 트리플렛을 구한 후 각

각의 관계 트리플렛이 어느 구간에서 등장하는지를 

파악한다. 먼저 모든 객체의 이동 경로로부터 구한 

특징 정보를 이용하여 트랜스포머 모델[18]을 이용

하여 시각적 관계를 갖는 두 객체(subject, object)를 찾

은 후 해당 관계(predicate)를 분류한다. 그다음, 관계 

트리플렛을 일종의 언어 질의(language query)로 생각

하는 video grounding problem[27]으로 구상하여 각 

관계 트리플렛의 시간 구간을 찾게 된다. 

2.	프레임	단위의	시각적	관계	이해	기술

TRACE[28]는 시공간 맥락 정보의 계산과 객체 

추적 연산을 분리하여 문제를 단순화하였다. 먼저 

공간상의 거리를 기준으로 가능한 시각적 관계 후

보들을 계층적인 트리(Tree) 구조로 관리한 후 각 관

계 후보들을 대상으로 어텐션 메커니즘[18]을 적용
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위해 동일한 객체 쌍의 프레임별 관계 특징 벡터

를 입력으로 하는 short-term encoder와 short-term 

encoder의 출력과 더 긴 길이의 프레임별 관계 특

징 벡터를 입력으로 하는 long-term encoder를 포

함하는 progressive temporal encoder를 제안하였다. 

DSG-DETR[31]은 장시간에 걸친 객체 단위의 일

관성과 객체 간 관계의 시간적 특성을 반영하는 것

이 시각적 관계 이해에 도움이 된다는 점에서 착안

하였다. DSG-DETR의 가장 큰 특징은 객체 추적을 

통해 얻은 객체의 이동 경로를 object transformer의 

입력으로 하여 안정적인 객체 정보를 얻고 이를 기

반으로 객체 간 관계의 시간 맥락 정보를 계산한다

는 점이다. 이때 객체 추적은 온라인 방식으로 동작

하며, 정확한 객체의 이동 경로를 찾는 것보다는 트

랜스포머 모델에게 관련된 특징 정보만을 효율적으

로 주목할 수 있게끔 안내해주는 역할을 수행한다.

3.	시각적	관계	정보의	편향성	문제

시각적 관계 이해 기술에서 겪는 주요 고충 중 하

나는 시각적 관계 정보의 편향성(Bias)이다. 시각적 

관계 이해 데이터셋을 세부적으로 살펴보면 “next 

to”, “in front of”, “behind” 등 당연하고 중요하지 않

은 시각적 관계 정보는 상당히 자주 등장하는 반면, 

“eating”, “writing on” 등 보다 상세한 의미를 담는 

시각적 관계 정보는 드물게 존재한다[32]. 이처럼 

균등하지 않은 시각적 관계 정보의 편향성으로 인

해 기존의 시각적 관계 이해 기술들은 자주 등장하

는 시각적 관계 정보는 잘 맞추지만 자주 등장하지 

않는 시각적 관계 정보에서는 성능을 보장할 수 없

는 문제가 발생하였다. 특히, 비디오 시각적 관계 이

해의 경우 앞서 언급한 것처럼 행동이나 동적인 관

계까지 반영하는 시각적 관계가 추가로 더 등장하

기 때문에 이러한 편향성은 더욱 심화되어 나타난

다[16].

이러한 문제를 해결하기 위한 몇 가지 기술이 제

안되었다. IVRD[16]은 인과 추론(Causal Inference) 방

법을 도입하여 시각적 관계 정보의 편향성을 완화

하고자 하였다. IVRD는 각각의 시각적 관계 정보

를 대표하는 관계 프로토타입(Predicate Prototype)을 

구축한 후 시각적 관계 추론 시 모든 관계 프로토타

입을 공정하게 고려할 수 있도록 강제함으로써 드

물게 나타나는 시각적 관계도 잘 찾을 수 있도록 하

였다. MVSGG[33]는 모델 학습 시 메타 학습(Meta 

Learning) 방법을 적용하여 편향성을 배제하고 시각

적 관계가 갖는 일반적인 특징을 학습할 수 있는 방

법을 제안하였다. MVSGG는 학습 데이터셋을 서로 

다른 데이터 분포를 갖는 support set과 query set으

로 나누어 모델을 support set으로 학습시킨 후 query 

set으로 평가한 결과를 모델의 학습에 추가로 반영

함으로써 편향성의 내재화를 방지하고 모델을 일반

화시킬 수 있도록 하였다. TEMPURA[32]는 로우샷 

학습(Low-shot Learning) 방법에서 자주 사용되었던 

기억 유도 학습(Memory-guided Training) 방법을 활용

하는 방법을 제안하였다. TEMPURA는 시각적 관

계 정보의 프로토타입(Prototype)을 계산하여 메모리 

뱅크(Memory Bank)에 저장해놓은 후 모델 학습 시

에는 메모리 뱅크를 이용하여 관련 특징 정보를 계

산한 결과를 일정 비율로 모델 업데이트에 활용하

고, 시각적 관계 추론 시에는 메모리 뱅크를 시각적 

관계 특징 추출 시 편향성을 줄여주는 역할로 사용

한다. 

Ⅳ. 벤치마크 데이터셋

이 장에서는 비디오 시각적 관계 이해 기술의 모

델 학습과 성능 검증을 위해 사용되는 벤치마크 데

이터셋에 대해 알아본다. 표 1은 최신 연구에서 주
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로 사용하는 벤치마크 데이터셋의 간략한 통계 정

보를 나타낸다.

1.	ImageNet-VidVRD

ImageNet-VidVRD 데이터셋[17]은 ILSVRC2016-

VID[13]의 학습 데이터셋과 검증 데이터셋을 이용

하여 만든 벤치마크 데이터셋이다. ILSVRC2016-

VID 데이터셋의 영상 중 명확하고 충분히 많은 관

계, 행동 정보를 포함하는 1,000개의 영상을 선별

하고, 이 중 800개는 학습 데이터셋으로, 200개

는 테스트 데이터셋으로 구분하였다. ImageNet-

VidVRD 데이터셋의 영상의 총길이는 약 3시간이

며, 평균 길이는 약 10초 정도이다. ILSVRC2016-

VID 데이터셋은 30개 객체 클래스를 다루고 있는

데, ImageNet-VidVRD 데이터셋은 여기에 관계, 행

동 정보에서 자주 등장하는 5개 객체 클래스를 추가

로 레이블링(Labeling)하여 총 35개의 객체 클래스를 

다룬다. 

ImageNet-VidVRD 데이터셋에서 다루는 predi-

cate의 종류는 다음과 같이 구상하였다. 먼저 “bite”, 

“chase”, “ride” 등과 같은 타동사(Transitive Verb)는 바

로 predicate로 사용한다. “fast”, “tall” 등과 같은 형

용사(Adjective)는 “faster”, “taller” 등과 같은 비교

급(Comparative)으로 변환하여 predicate로 사용한

다. “above”, “behind”, “on the left of” 등 공간 관계

를 나타내는 spatial predicate는 임의로 정의하여 

사용한다. 이때, 공간 관계의 기준은 카메라 관점

(Viewpoint)이다. 자동사(Intransitive Verb)의 경우, 

“walk behind”, “walk next to” 등과 같이 spatial predi-

cate와 결합하거나 “run with” 등과 같이 “with”와 결

합하여 predicate로 사용한다. ImageNet-VidVRD 데

이터셋에서는 14개의 타동사, 3개의 비교급, 11개

의 공간 표현, 11개의 자동사를 사용하여 총 160개

의 predicate를 만들었으며, 실제 영상에서 보이는 

132개의 predicate를 사용하였다.

2.	VidOR

VidOR 데이터셋[34]은 대용량 비디오 데이터셋

인 YFCC-100M[35]에서 가져온 비디오를 이용하

여 만들어졌다. 이 중에서 사람이 보기에도 어려

운 비디오와 객체가 너무 많거나 적은 비디오를 제

외한 10,000개의 영상을 선별하였고, 이를 다시 학

습/검증/테스트 데이터셋으로 사용하기 위해 각각 

7,000개, 835개, 2,165개로 구분하였다. VidOR 데

이터셋의 영상 총길이는 약 98.6시간이며, 평균 길

이는 약 35초 정도이다. VidOR 데이터셋은 총 80개 

객체 클래스를 다루고 있으며, 상위 범주(Category)

인 사람(Human), 동물(Animal), 기타(Other) 아래에 

각각 3개, 28개, 49개의 하위 객체 클래스를 포함

하고 있다. VidOR 데이터셋의 영상에서 등장하는 

객체의 비율은 사람 범주가 56.34%, 동물 범주가 

35.78%, 기타 범주가 7.98%로 long-tail distribution

을 따르고 있음을 알 수 있다.

VidOR 데이터셋에서 다루는 predicate의 종류는 

총 50개로, 42개의 단일 행동(Atomic Action)과 8개의 

공간 표현을 predicate로 사용한다. 이때, 공간 관계

의 기준은 카메라 관점이 아닌 객체의 관점이다. 예

를 들어, 트리플렛 <car, behind, child>은 카메라의 

표	1	 벤치마크	데이터셋의	통계

데이터셋 영상	개수 평균	길이 객체	종류 관계	종류

ImageNet-
VidVRD 1,000개 약 10초 35개 132개

VidOR 10,000개 약 35초 80개 50개

Action 
Genome 9,848개 약 30초 36개 25개
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위치가 어디에 있든 상관없이 child의 등 뒤에 car가 

있음을 의미한다. 만약 객체의 방향(Orientation)을 

알 수 없다면 레이블링하지 않는다.

3.	Action	Genome

Action Genome[36]은 실내(Indoor) 활동 장면을 찍

은 Charades 데이터셋[37]을 이용하여 만들어졌다. 

Action Genome 데이터셋은 Charades 데이터셋에 있

는 9,848개의 영상을 모두 사용하였으며, Charades 

데이터셋의 구성과 같이 7,985개는 학습 데이터셋

으로, 1,863개의 테스트 데이터셋으로 구분하였다. 

총 영상의 길이는 약 82시간이며, 평균 길이는 약 

30초 정도이다. Action Genome 데이터셋은 사람 클

래스와 35개의 사물 클래스를 포함하여 총 36개의 

객체 클래스를 다루고 있다.

Action Genome 데이터셋은 인지 과학(Cognitive 

Science)에서 착안하여 사람의 행동(Action)을 시간

에 따른 사람과 사물 간 상호작용(Interaction)의 변화

로 표현하고자 했다. 따라서 ImageNet-VidVRD와 

VidOR 데이터셋과 달리, Action Genome 데이터셋

은 사람의 행동과 관련된 사물에 대해서만 트리플

렛 레이블링이 되어 있으며 사람의 행동 구간 내에

서 프레임들을 샘플링하여 프레임 단위(Frame-level)

의 트리플렛 레이블을 제공한다. Action Genome 데

이터셋은 총 25개의 predicate를 다루고 있으며, 상

위 범주인 attention, spatial, contact 아래에 각각 3

개, 6개, 16개의 predicate를 포함한다.

Ⅴ. 결론

본고에서는 비디오 시각적 관계 이해 기술에 동

향과 관련된 벤치마크 데이터셋에 대해 살펴보았

다. 먼저 비디오 시각적 관계 이해 기술에 대해 소개

하고, 크게 두 갈래인 비디오 단위, 프레임 단위의 

시각적 관계 이해 기술로 나누어 각 방법의 특징과 

기술 동향에 대해 소개하였다. 더불어 비디오 시각

적 관계 이해 기술에서 고려해야 할 편향성 문제에 

대해 고찰하고 관련 기술에 대해서도 설명하였다. 

그리고 비디오 시각적 관계 이해 기술의 모델 학습

과 성능 검증을 위한 벤치마크 데이터셋을 살펴보

았다.

비디오 시각적 관계 이해 기술은 비디오를 고수

준으로 이해하기 위해 필요한 주요 기반 기술이나, 

아직까지는 실제로 기술을 활용할 수 있을 만큼의 

진척을 이루었다고 보기 어렵다. 하지만 많은 연

구자가 계속해서 연구를 진행하고 있으며, 비디오

를 대상으로 한 시각적 관계 이해 기술의 중요성은 

더욱 커지고 있기 때문에 향후 비디오 시각적 관계 

이해 기술의 발전 가능성이 매우 크다고 판단할 수 

있다.

한편, 사람의 시각적 인식 방법에 가깝게 시각적 

관계 이해 문제를 보다 정교하게 설계하고 새로운 

문제 해결 방법을 고려하는 것도 생각해 볼 수 있다. 

예를 들어, PVSG[38]는 기존의 비디오 시각적 관

계 이해 기술이 객체 탐지 기술에 의존적이라는 점

에 주목하여, 픽셀 단위의 객체/배경 분할(Panoptic 

Segmentation) 기술 기반의 비디오 시각적 관계 이해 

기술을 제안하였다. 이처럼 시각적 관계 이해 기술

의 문제를 정교하게 확장하여 영상을 더욱 사람과 

비슷하게 이해하기 위한 연구도 앞으로 주목할 필

요가 있다.

관계	트리플렛  영상에서 등장하는 두 객체 간 시각적 관계를 표
현하는 방법. 주어(Subject)와 목적어(Object)가 어떤 관계가 있
는지 나타내는 서술어(Predicate)를 기술하여 시각적 관계를 나
타내며, 통상 <subject, predicate, object>의 형태로 표현함

용어해설
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